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Summary

The aim of the work was discussion of basic clgsgjftechniques in context of their utilisationimvestigative problems of
agricultural engineering. The chosen topology dffaial neural networks were showed as effectiassifying tools. Crea-
tion of the computer system "The neuronal netsredpgron ” was the additional effect of the condectanalysis, helping
the process of education. The aim of the createtpeer program is to classify the data obtainedrfrine area of agricul-
tural engineering. The program acts on the basimahy-layered network of perceptron type - MMultiLayer Percep-
tron).

NEURONOWE TECHNIKI KLASYFIKACYJNE W PROBLEMACH
IDENTYFIKACYJNYCH IN ZYNIERII ROLNICZEJ

Streszczenie

Celem pracy bylo oméwienie podstawowych technikykikacyjnych w konté&ie wykorzystania ich w problemach badaw-
czych igynierii rolniczej. Wskazano wybrane topologie sztiywch sieci neuronowych jako efektywne ¢duia klasyfika-
cyjne. Dodatkowym efektem przeprowadzonej anality weytworzenie systemu informatycznego ,Sieci oeowe - Per-
ceptron” wspomagajcego proces edukacji. Wytworzony program komputeroa za zadanie klasyfikowdane zaczerp-
niete z obszaru #ynierii rolniczej. Program dziata w oparciu o giavielowarstwow typu perceptron - MLPMultiLayer
Perceptron).

Wstep od posiadanych informacji dotygzych struktury zbioru,
klasyfikacg dzielimy na:
W ostatnich latach dajeeszauway¢ dynamiczny roz- - wzorcows: konstrukcja idei jest wiadoma, posiada ona

woj nowych technologii informacyjnych, mglych zasto- charakterystyk klasy, pochoda od obiektéw. Jest to
sowanie rownig w rolnictwie. Zwlaszcza szeroko rozu- przypadek uczenia sieci neuronowych (SN) z nauemai
miana informatyka sty coraz cesciej do wspomagania, badz pod nadzorem;
badZ kontrolowania nowoczesnej techniki rolniczej. Ngle - bezwzorcow: jest to badanie skupigklasteryzacja), wy-
podkréli¢, ze coraz cgiciej w inzynierii rolniczej z powo- stepuje tu uczenie sieci neuronowych (SN) bez nauczy-
dzeniem stosowanes snetody sztucznych sieci neurono- ciela.
wych. Sieci neuronowe bez najmniejszych problemdiw o
wzorowup ztozone zbiory danych empirycznych, posiadaj Poniej przedstawiono przyktadowy zb6r przypadkow
zdolna¢ uczenia i przystosowaniaesdo zmiennych wa- w nastpujacej postaci:
runkéw, jak réwnie potrafi uogolnia zdobyt wiedz. i

W pracy pokrétce oméwiono wybrane problemy kIasy-{Xi A } I=1.n, (1)
fikacyjne w kontekcie ich realizacji przez symulacyjne
modele neuronowe. Wskazano przyktadowe zastosowan
neuronowych technik klasyfikacyjnych wzynierii rolni- X - jest wektorenm-wymiarowym,
czej, akcentujc wzytecznad¢ sztucznych sieci neuronowych L (i : .
w badaniach prowadzonych w obszarzeyierii rolnicze;j. A() DA LA, . A - jest etykiet klasy.
Dodatkowym celem pracy bylo wytworzenie, weryfilacj ) ) . ]
oraz przetestowanie systemu informatycznego symuej Pod postaai etykiety mae wystpowat ciag znakow
go dziatanie sieci neuronowych tyMLP orazRBFw kon-  bedacy np. nazw klasy, jak réwnie unikatowym numerem
tekicie ich wykorzystania w zagadnieniach klasyfikacyj-klasy. Etykieta eigu znakéw oznaczona jest przez symbol

nych, a w szczegélsoi jako narzdzi identyfikacyjnych A Natomiast etykieta pod postagiumeru klasy, opisana
[1]. jest przez symbdal. Stan etykiety klasy uwarunkowany jest

od algorytmu, ktéry stosowany jest w klasyfikacgingch.

Niekiedy algorytmy posiadajetykiety o charakterze nazw
Krétka charakterystyka problemoéw klasyfikacyjnych (np. drzewa decyzyjne), natomiast inne posiagajnostl

numeryczia (np. wiksza¢ sieci neuronowych). Odpo-

Klasyfikacje ma@na rozumié jako podziat dowolnego wiednie sktadowe wektora okreslaja obiekt i nazwaneas

zbioru elementéw na grupy wedtug oilomych wczéniej  cechami.
kryteriow. Do grup zaliczamy elementy podobneznigce Metody klasyfikujce (klasyfikatory), prowadz mapo-
sig, ktore reprezentaj wiasndci charakteryzujce dam  wanie wektoréw weciowych x na etykie¢ klasy A. Ma-
grupe. Elementy zbioru przypisane do jednej grupy zdefi powanie sprowadzaestlo adaptacyjnego doboru atrybutéw
niowane § klasy, a element klasy obiektem. W zadesci W okreslonego typu, ktéry winien spetrizaleznosé:

zie:
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y(;w)=A" i=1.n, (2) 9d7ie:
p(Aj |X) - to prawdopodobiestwo a posteriorj ale przy

gdzie: _ _ wzorcux znajdujicym sk w klasieA, ,
y - jest funkcy macierzow, . o
X. - jest wektorenm-wymiarowym, p(Ak |X) - to prawdopodobiestwo a posteriori przy
W - jest zbiorem parametrow klasyfikatora, wzorcux znajdujicym sk w klasieA, .
AY - jest etykieq klasy,
i - jest indeksem, Stosujc klasyczi zaleznos¢ Bayesaw postaci:
n - jest liczky naturaln.
Dostosowanie atrybutéw to proces adaptacyjnyykter  p(A | x)= px[A) p(A) , (4)
przypadku sztucznych sieci neuronowych zdefiniowj@sy p(x)

jako uczenie lub trenowanie sieci. Natomiast daaeod-
stawie ktorych naspi okreslenie wartdci statej nazywamy mozna uzyska:
danymi treningowymi lub zbiorem ugzym.

Efektem poprawnego uczenia sztucznej sieci nedrono ;
wej, oprocz trafnéci przystosowania siSN do danych tre- p(Xl Ak) p(Ak)> p(Xl A ) p(Aj) K# 1., ®)
ningowych, jest zdoln@ do generalizacji modelu, czyli .
wartos¢ klasyfikacji na danych, ktére nie byly stosowane wgdzie:
trakcie uczenia modelu (dane testowe). p(x| Ak) - to prawdopodobigstwo a priori, ze obiektx
System klasyfikacyjny powinien Bbyuczony na przyktadzie

adekwatnym tzn. na takim, ktéry spetnia gpsjace zato- nalety do populacjiy ,

zenia: _ o p(A() - jest prawdopodobistwema priori w klasieA ,
1. element przyktadu (zbioru) powinien byzyskany sys- ]
temem losowym z okitonych klas (populacii), p(X) - to obserwowane prawdopodofsénox,
2. probbk; nalezy pobra tak, aby bylta wystarczago li- p(x| Aj) - to prawdopodobiestwo a priori, ze obiektx
czebna.
Kryterium zawarte w punkcie drugim jestesto trudne nalezy do populach,

do spetnienia m.in. ze wzglu na jego rozmyty charakter.
Jest ono zalame od wielu parametréw, takich jak np. skala
naktadania na siebie klas, skala zaszumienia damyapy Zaleznos¢ (5) ustala granice decyzyjna pagizy kla-
cech okrélajacych obiekty w przebiegu ugazym. Stwier- ~sami znajdujcymi sk na styku tych klas. Rys. 1. przedsta-
dza sk, ze im zadanie jest wksze tym bardziej udane jest wia przyktad jednowymiarowy.

odzwierciedlenie cech oldlenych klas.

p(Aj ) - jest prawdopodobiestwema priori w klasieA, .

Przestrzenie decyzyjne w problemach klasyfikacyjnyc 4 //'\

Z geometrycznego punktu, wektorowi z przebiegu /
¢wiczebnego mzna przypisa miejsca o ustalonych odpo-
wiednio obszarach cech (obserwacji) o rozmiarzenydw
rozmiarowi wektora uegego. Funkcja klasyfikaga two-
rzy granice dla powierzchni cech na przestrzenidety-
zyjnych. Punktom w tej przestrzeni jest przypisaaka
sam klasa (decyzja). Twayze st granice mgdzy tymi
przestrzeniami zdefiniowanea sjako granice decyzyjne
badZ hiperpowierzchnie decyzyjne. Granice decyzyjne s
Llerenem” w przestrzeni cech, gdzie niektére fupkajyte-
rialne (funkcje przynalmosci do klasy) posiadaj takie : _
same walory [3]. R_ys. 1.Bay_es_owskgran|ca decyzyjna
Postaci obszaru decyzji alene od struktury danych Fi9- 1. Decision border of Bayes
pierwotnych oraz stosowanego modelu klasyfikacyjneg
Odpowiednia granica decyzyjna tworzona jest na faods Najczsciej ksztalt obszaru decyzyjnego wymtijacego
prawdopodobigstwa a posteriori Prawdopodobigstwo a  w eksplorowanych danych nie jest znany. Dlategsuje
priori jest klasycznym prawdopodoligwem obliczanym  sie rézne modele, adekwatne dla posiadanych danych i bada
przed wykonaniem daviadczenia. Natomiast prawdopo- ich generalizagj rozumian jako rozszerzenie i uogdlnienie
dobierstwo a posteriori jest obliczane po dokonaniu do- danego zagadnienia. Lepszym modelem (w kdutekja-
swiadczenia. Idealny system klasyfikay dobiera klas, w  kosci predykcji) jest ten, w ktérym wysgbuje najweksza
ktérej prawdopodobiestwo a posteriori jest zwikszone. generalizacja. W razie gdyby generalizacja byta takma
Wektor x klasyfikowany jest do klasy, wtedy, gdy reali- dla kilku modeli, za wygranzostaje wybrana ta, ktéra po-
zowana jest pomsza deklaracja: siada dodatkowe padane cechy, takie jak np. najprostsza

budowa, zdoln& do podejmowana decyzjiallz tez jest
tatwa w wytkowaniu. Przyktadowe obszary decyzyjne po-

p(A< |X)> p(Aj |X) j %K, (3)  kazano narys. 2.

v
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Rys. 2. Optymalna granica decyzyjna
Fig. 2. Optimal decision border

Optymalnym sposobem odizolowania dwoéch klas quN

przypadku przedstawionego na rys. 2. jest stwoezgné-
nicy w postaci okggu (klasyfikacja gdrowa lub lokalna).
W przypadku, gdy prébujemy dokah#lasyfikacji w ob-
szarze tego samego zbioru za pomladi prostych (klasy-
fikacja globalna), uzyskany wynik me by daleki od
optymalnego [4] (rys. 3.).

Rys. 3. Nieoptymalna granica decyzyjna
Fig. 3. Unoptimal decision border

Przy braku wysipowania zbioru testagego, uogolnie-
nia dokonuje s za pomog nieplanowego podziatu danych
na dane treningowe i testowe. Najdej wykorzystywane
sa trzy metody podziatu: kroswalidacja, kroswalidacja
Monte Carlo oraz bootstrapping.

Kroswalidacja

Przypuéémy, ze posiadamy zbidtwiczebnyC sktadag-
cy sk z rozdzielnych podzbior6wg o podobnej iléci

c={Usigs.ns, =0 gjs/=fs)

w ktorym:i=1..n.
Klasyfikator kedzie poddany uczenin-krotnej kroswalida-

US}oraz

cji na zbiorze SfR takim, gdzie SfR ={
1k
sprawdzaniu na zbiorzé‘§<CR = {S<} nie pojawiagcym sk

SSR. Testowanie i uczenie odbywag si-krotnie, dla

indeksuk = 1..n. Ostateczna jako klasyfikacji obliczana
jest przy pomocy przeginych cech dla wszystkick Od-
chylenie odkredniej doktadnéci mazna ocend przy pomo-
cy wariancji wynikéw.

Kroswalidacja Monte Carlo

W metodzie kroswalidacji Monte Carlo zbiér dzigjon
jest w sposéb losowy. Najekiej jest to podziat 2 do 3.
Zbiér dzieli st na zbior treningowy i testowy. Gdy model
zostaje nauczony przechodzi testowanie. Natomiasioig
generalizacji jest zapamtywana. Przebieg ten jest powie-
lany wielokrotnie.Srednia z cech e#ciowych okrélana
jest poprzez final wartas¢ generalizacji. Piniejsze po-
dziaty nie g zalezne od rozdzielnych podzbioréw.

Bootstrapping

W tym przebiegu wyspuje dobieranie z podstawia-
niem. Dla okrélonej liczby zdarzg, dokonywany jest sys-
temem nieplanowany wybor takiej samej liczby wedtorz
ciagu treningowego. Wybor ten jest dokonywany z powtér
kami. Po wyuczeniu nagiuje testowanie algorytmu dla
kolejnej czsci danych. Tak samo jak w kroswalidacji Mon-
te Carlo podzialy te nieagsuzalenione od rozdzielnych
podzbioréw.

Sieci neuronowe w zagadnieniach klasyfikacyjnych

Gléwnym celem stawianym sigcheuronowym w za-

Wyznaczony obszar decyzyjny jest stworzony z wykogadnieniu klasyfikacji, jest odpowiednie przypisaria-

rzystaniem czterech prostych. déo uzytych parametréw
jest znaczna, w poréwnaniu z poprzednim modeleradsrz
stawionym na rys.2, na ktérym obszar decyzyjny vayzn
czony jest przy pomocy odgu. Stosujc nieoptymala
granice decyzyjp jestémy naraeni m.in. na dlaszy czas
uczenia [4].

Ocena jakasci klasyfikacii

Istnieje wiele metod oceny jas@ klasyfikacji. Wybie-
rane g one w zalenosci od czasu uczenia, wielkg zbioru

nych wegciowych do wybranej klasy. Do klasyfikacji naj-
czesciej wykorzystuje si nastpujace sieci: perceptron wie-
lowarstwowy, sieci o radialnych funkcjach bazowymiaz
sieci Kohonend[1, 3]. Klasyfikacyjne problemy w sieciach
neuronowych mzna podziek na dwie kategorie. Pierw-
szym, a zarazem najprostszym, jest problem dwuligso
do ktorego wykorzystuje sijeden neuron wygiowy. Za-
dana wart&¢ wyjsciowa mae by w tym przypadku réwna
1 lub 0, co charakteryzuje przynatei¢ do jednej z dwdch
klas. Bardziej zidonym zagadnieniem jest problem wielo-
klasowy. W tym przypadku neuronowy klasyfikator wyk

uczcego i od tego czy w strukturze danych znajduge sirzystuje w swoim dziataniu wtej niz jeden neuron na wyj-

zbiér testowy.
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Opis wytworzonej aplikacji ~ menn -

W ramach prowadzonej analizy powstat system infor:
matyczny, ktérego celem byta klasyfikacja danychpem
rycznych zaczerpaiych z obszaru szeroko rozumianego
rolnictwa. Wytworzony oraz przetestowany prograne¢S
neuronowa - perceptron” sty do klasyfikacji pozyskanych
danych w oparciu o sztuczrsie¢ neuronow typu MLP
(Multilayer Perceptroin [3]. Po zainstalowaniu, a naphie
uruchomieniu programu, pojawiacsgtowny interfejs ayt-
kownika, ktory jest przedstawiony na rys. 4. Rys. 4. Interfejs &ytkownika programu

Fig.4. User’s interface of the program

!

Menu aplikacji sktada siz nastpujacych elementow:

|_F‘E Ciane wejsciome Ponmo:
e Ty be":'r "Bc?urlulzutrnp Tematy pcu!'nncy
Moy Zhicr "Tris 12 prograrmie

Moy zhicr "Animal”

Zataduj zhigr "Barotrop”
Zataduj zhidr "Iris"

Fataduj zbide "animal” ﬁi%ﬁiﬁl@l $| \?I r_.JI

klasyikuj dane

Rys. 5. Paski menu i pasek naizi
Fig. 5. Menu belts and belt of tools

Wymagania funkcjonalne stawiane wytworzonej aglikabrazuje diagram przypadkowycia dla systemu ,Sieci neu-
ronowe - Perceptron”, przedstawiony na rys. 6.

-
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Rys. 6. Diagram przypadkéweyria dla systemu ,Sieci neuronowe - Perceptron”
Fig. 6. Diagram of use cases for the "Neural Netgor Perceptron” system
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System informatyczny ,Siec neuronowa — Perceptronivytworzonego systemu informatycznego Sigeuronowa

klasyfikuje dane w oparciu o sieci typu MLP, wygenea-
ne oraz wyuczone w programi&eci Neuronowestano-

— Perceptron”,
koncowe:

moma sformutowé nastpujace uwagi

wigcym modut pakietu STATISTICA v.6.0. W przypadku 1. Na podstawie analizy technik neuronowych stwierdzo-

btednej odpowiedzi sieci przy klasyfikacji pojawia sipis
(btad). Program wyposany jest w plik pomocy, ktéra
umazliwia zapoznanie gi z podstawowymi informacjami
na temat sieci neuronowych oraz zawiera instrukbstugi
aplikaciji.

Testowanie oprogramowania

Po uruchomieniu programu na platformie gpwej
priorytetem byto poddanie go ocenie i weryfikacjaspek-
cie jego poprawrii funkcjonowania oraz zgodéc z
wymogami stawianymi w poszczegoélnych fazach cyilu
cia oprogramowania. Wytworzone oprogramowanie fasta
przetestowane zaréwno pod wadgm specyfikacji wyma-
gan jak rowniez jego funkcjonalnéci. Na pocatku zostaty
ustalone najistotniejsze detale systemu, bez kopmro-
gramowanie nie mogtoby poprawnie pracéwRalej zosta-
ty one przetestowane pod wzdém ich bezhkidndsci dzia-
tania. Kolejnym etapem testowania byta weryfikaicjeer-

fejsu wytkownika. Testy polegaly na sprawdzeniu czy ba-

dany interfejs jest stosowany \#awie, czy jest zrozumia-
ty, czy nie znajd si¢ niezgodnéci w stosunku do wytycz-
nych systemu. Zbadano rownjezy okrélone czsci inter-
fejsu zachowuyj sie jednolicie w kontekcie swego prze-
znaczenia. Bezbiinas¢ kodu byta sprawdzana w momen-
cie planowania i wykryte btly zostaly wyeliminowane.

no, ze modele neuronowes sadekwatnym narziziem
klasyfikacyjnym, mogcym mi&€ zastosowanie w ob-
szarze inynierii rolniczej.

. Wytworzony system informatyczny ,Sieneuronowa —

Perceptron” spetnia prayte zalaenia. System klasyfi-
kuje dane zaczerpgie z obszaru itynierii rolniczej,
ktore importowanessz pliku tadz wprowadzane bezpo-
srednio przez gytkownika. Przeprowadzony cykl wery-
fikacyjny oraz testowy pozwala stwierdzize system
dziata poprawnie.

. Zaprojektowane oraz przetestowane oprogramowanie

spetnia oczekiwania funkcjonalne zzdme w fazie
okreslenia wymagé. Przedstawiony diagramzycia

przypadkéw ukazuje zateosci miedzy systemem a
uzytkownikiem.

. System informatyczny ,Séeneuronowa — Perceptron”

moze stanowé poghdowe wsparcie w procesie edukaciji
w zakresie wykorzystania sztucznych sieci neurono-
wych jako narzdzia klasyfikacyjnego.
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