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NEURAL IDENTIFICATION OF SELECTED KINDS OF INSECTS BASED ON COMPUTER
TECHNOLOGY FOR THE IMAGES ANALYSIS

Summary

There has been noticed growing explorers' intefastirawing conclusions based on information of dataled in a
graphic form. The neuronal identification of pidalrdata, with special emphasis on both quantietand qualitative
analysis, is more frequently utilized to gain ametpen the empirical data knowledge. Extraction deth classification of
selected picture features, such as color or surfogcture, enables one to create computer toolsrdter to identify these
objects presented as, for example, digital picturBse work presents original computer system desigio digitalize
pictures on the basis of color criterion. The systeas been applied to generate a reference “leayhfite for the neural

system to identify selected kinds of insects.

NEURONOWA IDENTYFIKACJA WYBRANYCH OWADOW Z WYKORZYS TANIEM
KOMPUTEROWYCH TECHNIK ANALIZY OBRAZU

Streszczenie

Celem zrealizowanych baflabyta analiza mdiwosci wykorzystania sztucznych sieci neuronowych jmstrumentu
przeznaczonego do identyfikacji motyli. Rozpoznawamady reprezentowaly gatunki, ktoreabjete ochrom prawng na
terenie Polski. Neuronowej identyfikacji dokonar® podstawie (uprzednio pozyskanych) dwuwymiarovgfmazow,
przedstawiajcych owady z rodzingapilionidae.

1. Wprowadzenie Problematyka analizy oraz rozpoznawania obrazéw z
wykorzystaniem topologii neuronowych jest stosun&ow
Rozwoj technik multimedialnych w informatyce oraz nowym obszarem zainteresawanformatykow i $cisle
liczne ich aplikacje w naukach przyrodniczych, pdwe wiaze sk z badaniami prowadzonymi nad sztugzn
potozenie wikszego nacisku na rozamywanie problemow inteligench. Modele neuronowe stanawuzupetnienie dla
zwiazanych z przetwarzaniem oraz analiombrazéow. klasycznych metod identyfikacyjnych, posiagaprzy tym
Wzrasta  zainteresowanie badaczy  zagadnieniangiewne cechy (jak np. szybid dziatania), dajce istota
zZwigzanymi z szeroko rozumianym wnioskowaniemprzewag nad technikami tradycyjnymi.
prowadzonym w oparciu o informacjzakodowan w Identyfikacja informacji zakodowanej w postaci
postaci danych obrazowych, ze szczegélnym wskamaniegraficznej jest ogsto prowadzona w sytuacji braku petnej
na metody analizy ikziowej oraz jakéciowej. Wane stag  wiedzy, pozwalajcej na zakwalifikowanie przynaieosci
sie metody i techniki ekstrakcji cech, sposoby opibvaau  obiektéw, znajdujcych sé na obrazie, do okéknych
oraz statystyczne, syntaktyczne i niekonwencjonaln&las. W procesie generowania topologii neuronovedng
metody rozpoznawania obrazow, w tym wykorzystanianformacja, maliwa do wykorzystania przez algorytm
specjalizowanych sieci neuronowych. Metody sztupzneuczcy, jest zawarta w zbiorze ugym zi@zonym z
inteligencji, a w szczegdldoi modelowanie neuronowe, obiektow, dla ktérych zdefiniowana jest prawidtowa
znajdup juz zastosowanie praktyczne w badaniachklasyfikacja [5]. W zwizku z tym, sztuczna sie
naukowych realizowanych w dyscyplinie ziymieria  neuronowa jako powszechnie uznane i wykorzystywane
rolnicza [1]. Coraz cgciej wykorzystuje € numeryczne narzdzie klasyfikacyjne, okazuje esiadekwatnym oraz
symulatory  sztucznych  sieci neuronowych  doefektywnym instrumentem, réwrie w  procesie
informatycznego  wsparcia  procesu  rozpoznawaniaozpoznawania obrazéw.
obrazéw, realizowanego w czasie rzeczywistym. WWcie Celem pracy byta analiza movosci wykorzystania
pozyskiwania, identyfikacji oraz ekstrakcji wiedzgwartej sztucznych sieci neuronowych do identyfikacji mbtyl
w danych empirycznych wygiujacych w postaci objetych ustaw o ochronie gatunkowej na terenie Polski,
graficznej, wana rolg odgrywaj sieci neuronowe uczone nalezacych do rodziny Papilionidae dokonywanej na
technila ,z nauczycielem”, takie jak np. siypu MLP  podstawie ich dwuwymiarowych obrazéw.
(ang. MultiLayer Perceptron - perceptron
wielowarstwowy). Aby tworzony model neuronowy ma 2. Motyle z rodziny Papilionidae
Lhauczy” whasciwej reakcji na zadane wzorce, niedhe

jest posiadanie zbioru danych wgmtjacych w formie Z obserwacji prowadzonych od kilkudzigsu lat
akceptowalnej przez symulator sieci neuronowychogdt  wynika jednoznacznieze ilos¢ motyli wyskpujacych w
w postaci zaetykietowanych wektoréw bcych). naturze ulega ggtej oraz znacgej redukcji. Przejawia si

to przede wszystkim w obrniu s¢ réznorodndci
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gatunkowej przy jednoczesnym wzete liczebndci kilku

najpospolitszych gatunkéw. Przyczynobserwowanych
zmian w faunie motyli Polski stanowi wielezr@rodnych
czynnikbw. Do najwaniejszych nalgy zaliczy¥ m. in.

zanieczyszczenie powietrza, stosowanie insektycydéw
wypalanie traw oraz zmiany stosunkéw wodnych. W
przypadku motyli dziennych szczegélne znaczenie ma
ewolucja strukturalnegdrodowiska ¢gowego, w ktérym
wystgpuje coraz mniej in mogacych stanowd pokarm
dla gsienic. Brakuje te przestrzeni niezfginej dla
realizacji czynnéci zyciowych, wigciwych dla form
dorostych. W zwizku z tym w wielu krajach, rowniew

Polsce, prowadzi sidzialania majce na celu ochran
gatunkova motyli. Obecnie na dcie zwierzt chronionych
znajdup sie wszystkie gatunki krajowePapilionidag z

wyjatkiem Zerynthia polyxengDen. & Schaff.), ktéry to

Rys. 1.Papilio machandL.) — pa krolowej
Fig. 1. Papilio machandL.)
3.2.1phiclides podalirius

Cechy wyré@niajace:

gatunek ja od ponad stu lat nie byt obserwowany na,
terenie naszego kraju. Przedstawiciele rodEapilionidae
pojawiaj si¢ lokalnie i nalea do wystpujacych rzadko.
JedyniePapilio machangest gatunkiem pospolitym, ¢zto
spotykanym na terenie PolsHest to rodzina diych motyli
dziennych, obejmafa naswiecie ok. sz&set gatunkow.
Dwanacie z nich wysipuje w Europie, natomiast cztery
mozna zaobserwowaw Polsce. Omawiane motyle na ogot S
spotykane s na terenach otwartych. Naggziej mazna je

rodowisko: skaiki,
zadrzewienidgrédpolne, sady.

rozpietos¢ skrzydet 62-75 mm,

na przednim skrzydle czarne przepaski i klinowate
plamy,

na tylnym skrzydle przy zewtrznym brzegu
niebieskie, potksizycowate plamy,

przy tylnym kcie podhina , pomaraczowa plamka.
nastonecznione pagorki, polany,

gorskich. Do krajowych faunyPapilionidae naleza

spotk& na nastonecznionych polanach oraz na stokacRnY pokarmowe gsienicy: rézne gatunki drzew i

rzewdw z rodzinyRosaceaeprzewanie Prunus spinosa

nastpujace gatunki:

e Papilio machandL.) — pa krélowej,

Iphiclides podaliriugL.) — p& zeglarz,

Parnassius apolldL.) — niepylak apollo,
Parnassius mnemosyiile.) — niepylak mnemozyna.

w

. Identyfikacja gatunkéw
3.1.Papilio machano

Cechy wyréGniajace:

* rozpktos¢ skrzydet 65-80 mm,

» nasadowa GZ¢ przedniego skrzydta czarna,

o wzdhlwz zewrgtrznego brzegu obu par skrzydeladz
poétksiezycowatychzéttych plamek,

* na skrzydle tylnym, przy tylnym akie czerwona,
okragta plamka.

Srodowisko: nastonecznione stoki,aki, polany, pola,

ogrody.

Rosliny pokarmowe gsienicy: rézne gatunki z rodziny

Umbelliferae, najczsciej Peucedanum oreoselinurh.,

Daucus carotal., Anetheum graveolenis. i Pimplinella

saxifragal..

Rozsiedlenie w Polscepospolity, spotykany na obszarze

calego kraju z wytkiem wysokich gor.
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L., a takee inne gatunki z rodzajarunusL., w tym drzewa
owocowe.

Rozsiedlenie w Polscespotykany lokalnie w potudniowej
czsci  kraju, sporadycznie notowany w okolicach
Warszawy i na Pojezierzu Mazurskim.

Rys. 2.Iphiclides podaliriugL.) — p& zeglarz
Fig. 2.Iphiclides podaliriug(L.)

3.3.Parnassius apollo

Cechy wyréGniajace:

rozpietos¢ skrzydet 70-80 mm,

« na przednim skrzydle @i czarnych plam,

e na tylnym skrzydle dwie czerwone plamy w czarnej
obwaddce.

Srodowisko: piargi, stoki gérskie o wystawie potudniowe;j,

preferuje miejsca o podia wapiennym.

Rosliny pokarmowe gsienicy: rézne gatunkiSerumlL.,

najczsciej Serum telephiuni., S. albumL., S. fabaria

Koch..

Rozsiedlenie w Polscéylko w Tatrach i Pieninach.
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Rys. 3.Parnassius apolldL.) — niepylak apollo
Fig. 3. Parnassius apolldL.)
3.4.Parnassius mnemosyne

Cechy wyréniajace:

rozpietos¢ skrzydet 50-58 mm,

mniejszy odParnassius apollp

na przednim skrzydle dwie czarne plamy.
Srodowisko:lesne kki, nastonecznione skraje lasow.
Rosliny pokarmowe gsienicy:rézne gatunkiCorydalisL.
Rozsiedlenie w Polscagtéwnie spotykany we wschodniej

4. Metodyka badawcza

Podstawowymi czynrigiami maacymi na celu
rozpoznanie obiektéw wygtujacych w postaci graficznej
jest akwizycja zbioru obrazéw a ngstie ekstrakcja i
identyfi-

kacja reprezentatywnych cech badanych obiektowalVv d
szej kolejndci dokonuje s ich analizy, zgodnie ze
zdefiniowan, wczeniej funkcph celu [6]. Dziatania te
stanow podstaw do budowy adekwatnych zbiorow
uczcych, niezkdnych w procesie tworzenia modeli
neuronowych. W celu wygenerowania zbioréw aayzh
wykorzystano (specjalnie do tego celu wytworzony)
oryginalny system informatycznyPyzetwarzanie Obrazu
v.1.0” [3]. Aplikacja ta pozwala m.in. na konwersjdje¢

do postaci zbioru uezego, akceptowalnego przez cyfrowy
symulator sztucznych sieci neuronowych,
zaimplementowany w komercyjnym pakiecie
statystycznym ,STATISTICAv. 4.0". W celu budowy
zbioru ucacego postzono sg narzdziem PrébniK
zaimplementowanym w wykorzystanej aplikacji. Pozawal
on na wygenerowanie zbioru wektorow aoych
zapisanych w pliku .csv, ktéry mpa skonwertowd do

czesci kraju, zwlaszcza w Bieszczadach i w Beskidziey|iky sta stanowicego format whciwy do dalszej obrobki

Niskim, w potudniowo-wschodniej exéi kraju oraz w
Sudetach na rozproszonych stanowiskach.

Rys. 4.Parnassius mnemosyle.) — niepylak mnemozyna
Fig. 4. Parnassius mnemosyfe.)

W pracy podjto dziatania zmierzage do opracowania
modelu neuronowego, wSpomagzggo proces
identyfikacji gatunkéw motyli chronionych na tereni
Polski, ktére § zagrazzone wygineciem.
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w pakiecie ,STATISTICAv. 4.0” (rys. 6).

Jako cechy reprezentatywne uznano dgieainiennych,
stanowicych reprezentacje wybranych kolorow oraz
artefaktow, charakterystycznych dla opisanych motyl
Wytworzony zbiér ucacy zawierat czterysta niezalgych
wektoréw, standardowo podzielonych losowo na zbiory
uczcy, walidacyjny oraz testowy, w proporcji 200:10001

przypadkow.
Po zaimportowaniu wygenerowanych plikdw do edytora
danych  symulatora  sieci  neuronowych  pakietu

~STATISTICA v. 4.0” wygenerowano séeneuronowa typu
MLP (ang. MultiLayer Perceptroh sktadajca sie z
czterech warstw i posiada@p struktue: 10-8-4-1 (dwie
warstwy ukryte, rys.7). Uczenie przeprowadzono z
wykorzystaniem algorytmu wstecznej propagacgidiot BP
(ang. Back Propagation) w 1000 epokach oraz alguaryt
gradientéw sprzzonych CG (angConjugate Gradien)sw

5 sesjach po 800 epok. Dalsze uczenie sieci zostalo
zrealizowane za pomaalgorytmu LM (anglLovenberga-
Margardta), efektywnego dla malych sieci z jednym
wyjsciem, w trakcie 10 sesji po 1500 epok.
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Rys. 7. Proces tworzenie modelu neuronowego typ® ML
Fig. 7. Process of creating neural network modpketiLP

5. Whnioski

1. Zostata wykazana przydattosieci neuronowych typu
MLP do rozpoznawania obrazéw wybranych motyli,
ktorych nadrzdnym kryterium klasyfikacyjnym jest

barwa oraz tekstura.

2. Przeprowadzone badania wykazady istotny wptyw na
identyfikacji motyli ma struktura danych

jakosé

reprezentatywnych, charakteryzeych klasyfikowane
motyle.

Optymalny dobor zmiennych wéejowych oraz liczby
przypadkéw uczcych ma istotny wplyw na jaké
procesu uczenia sieci neuronowej typu MLP.
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